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1. Introduccion

El Covid-19 es una nueva enfermedad infecciosa generada por el virus SARS-CoV2. Esta
enfermedad se ha convertido en una pandemia a lo largo del afo 2020 [1]. Por lo tanto,
conocer la dispersion del virus desde diferentes perspectivas, es un tema importante en
muchas areas de estudio. En este trabajo, se propone ajustar un modelo de prediccién,
utilizando el algoritmo Random Forest para regresion, con el objetivo de predecir la
cantidad de nuevos casos confirmados una semana en adelante para el territorio
argentino. Para lograrlo, se realiza el proceso de descubrimiento de conocimiento
(Knowledge Discovery in Databases - KDD) sobre el Dataset "Covid-19, Casos
registrados en la Republica Argentina"', perteneciente a la Direcciéon Nacional de
Epidemiologia y Analisis de Situacion de Salud, del Ministerio de Salud de la Republica

Argentina. Este Dataset contiene todos los casos de Covid-19 registrados en Argentina.

Utilizando los datos mencionados se generan las variables de prediccion (targets), con el
recuento de nuevos casos confirmados para cada dia, y cuantos nuevos casos habra
dentro de 7, 14 y 30 dias. Se ajusta un modelo para cada una de estas cuatro variables,

utilizando los mismos datos de entrada para el entrenamiento.

Para las muestras de entrada a los modelos, se calculan las variables predictoras

basadas en datos pasados de la cantidad de nuevos casos confirmados.

Por ultimo, se comparan los 4 modelos ajustados utilizando las siguientes métricas de
evaluacion de modelos para regresion:

- MSE: Error cuadratico medio.

- MAE: Error absoluto medio.

- RMSE: Raiz cuadrada del error cuadratico medio.

- Max-Error: Error maximo.

- R-Score: (Coeficiente de determinacion).

Comparando los cuatro modelos con estas métricas, se concluye cual es mejor para
realizar un buen pronostico de la dispersion del virus en la Argentina, con los datos

creados en la etapa de preprocesamiento.

"https://datos.gob.ar/dataset/salud-covid-19-casos-registrados-republica-argentina



2. Metodologia

La metodologia de este trabajo esta guiada por el proceso de descubrimiento de
conocimiento (KDD), el cual consiste en las siguientes etapas:
- Seleccidn: Se obtienen los datos para realizar el estudio.
- Preprocesamiento: Se genera la serie de tiempo para crear un conjunto de datos
para aprendizaje supervisado.
- Transformacién: Se construyen nuevas variables predictoras que ayuden a
mejorar la prediccion.
- Data Mining: Se ajustan los modelos y se buscan los parametros que ofrezcan los
mejores resultados.
- Evaluaciéon: Se utilizan las métricas de evaluacién para modelos de regresion
mencionadas.
- Conclusién: Se analizan los resultados concluyendo que tipo de predicciones

pueden hacerse con los datos disponibles.

Dado que el proceso KDD es un proceso iterativo e interactivo, sera necesario volver a
etapas anteriores desde cualquier etapa, modificando los parametros de los modelos o las

variables predictoras utilizadas, con el objetivo de mejorar los resultados en la prediccion.

3. Preliminares

Las siguientes subsecciones proveen una introduccion a los conceptos abordados en este

trabajo.

3.1 Series de tiempo

Como se ha mencionado en la seccién 1, los datos que se utilizan en este trabajo son
series de tiempo. Una serie de tiempo es un conjunto de observaciones para las cuales se
obtienen mediciones en puntos discretos de tiempo [4]. También, puede pensarse a una
serie de tiempo como una variable aleatoria indexada por una marca de tiempo

(timestamp).



3.2 Arboles de decision
Un arbol de decision es un modelo de prediccion utilizado tanto para clasificacion como
para regresion. Se construye un arbol donde en los nodos se toma una decision sobre las

variables predictoras.

En un arbol de decision, cada nodo interno divide el espacio de instancias en dos o mas
subespacios de acuerdo con una determinada funcién discreta de los valores de los
atributos de entrada. En el caso mas simple y frecuente, cada prueba considera un solo
atributo, de modo que el espacio de instancias se particiona de acuerdo con el valor de
los atributos. En el caso de atributos numéricos, la condicién se refiere a un rango. Cada
hoja se asigna a una clase que representa el valor objetivo mas apropiado. La siguiente
imagen ilustra un ejemplo de arbol de decision. Las flechas que unen los nodos

corresponden a los posibles valores de las variables predictoras.
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Figura 1. Ejemplo de arbol de decision con 3 variables predictoras.

Mas informacion sobre como funcionan los algoritmos para la construccion del arbol

pueden encontrarse en [6].



3.3 Random Forest

Random Forest es un meta-algoritmo de aprendizaje supervisado, el cual consiste en un
conjunto de arboles de decision, donde cada arbol depende de un subconjunto de cada
variable aleatoria en el conjunto de entrenamiento. Es decir, se toman muestras aleatorias
con reemplazo del conjunto de entrenamiento, creando un subconjunto, y se ajusta cada
arbol a cada uno de estos subconjuntos. Luego, se pueden hacer predicciones de la
variable objetivo promediando los resultados de las predicciones de los arboles
entrenados cuando se realiza una regresién, o por mayoria cuando se realiza una
clasificacion [5]. Esta técnica se denomina bagging, la cual ayuda a reducir la variabilidad
de los datos y el sobreajuste. La siguiente imagen ilustra el proceso de bagging en los

arboles de decision.

DECISION TREE |

=—#1DECISION TREE Il [—» Z Output

DECISION TREE 11l

DATASET

BAGGING

Figura 2. Ejemplo del proceso de bagging.

3.4 Métricas de evaluacion para modelos de regresion

Las métricas de evaluacion para modelos de regresion, miden el rendimiento de los
modelos entrenados. A continuacion, se presenta la definicion de cada una de las
meétricas utilizadas en este trabajo.

- MSE: El error cuadratico medio se define como:

L nejemplos — 1

MSE(Y, ¥) = ~oommios Y o -y)
i=0



- y: vector de valores reales de la variable objetivo en el conjunto de prueba.
- y’: vector de valores predichos para el conjunto de prueba

- MAE: El error absoluto medio se define como:

nejemplos — 1

' 1 ,
MAE(Y, ) = —oomios. 2 ly. =¥,
i=0

- RMSE: La raiz cuadrada del error cuadratico medio se define como:

RMSE(y, y") =+MSE
- R score: El coeficiente de determinacién se define como:
n ejemplos
Y y)?
2 N . i=1
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Y y)?

i=1
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Se utilizan las implementaciones del médulo metrics de la libreria sklearn para el lenguaje
de programacion python. Pueden encontrarse mas detalles en la documentacion del

modulo en su sitio web?.

4. Seleccidn

Los datos utilizados para ajustar los modelos se obtienen mediante un archivo CSV, el
cual puede ser descargado en el sitio web del Sistema Integrado de Informacién Sanitaria
Argentino®. Este archivo contiene todos los casos registrados de Covid-19 en la Republica
Argentina. Su informacion es actualizada diariamente. A continuacion, se listan las

columnas del DataSet con su tipo de dato y descripcion:

Titulo de la columna Tipo de dato Descripcion
id_evento_caso Numero entero (integer) Ndmero de caso
SExo Texto (string) Sexo
edad Numero entero (integer) Edad
edad_afios_meses Texto (string) Edad indicada en meses o afios
residencia_pais_nombre Texto (string) Pais de residencia
residencia_provincia_nombre Texto (string) Provincia de residencia

2 https://scikit-learn.org/stable/modules/model_evaluation.html
3 https://sisa.msal.gov.ar/datos/descargas/covid-19/files/Covid19Casos.zip



residencia_departamento_nom
bre

Texto (string)

Departamento de residencia

carga_provincia_nombre

Texto (string)

Provincia de establecimiento de carga

fecha_inicio_sintomas

Fecha IS0-8601 (date)

Fecha de inicio de sintomas

fecha_apertura

Fecha IS0-8601 (date)

Fecha de apertura del caso

sepi_apertura

Numero entero (integer)

Semana Epidemiolégica de fecha de apertura

fecha_internacion

Fecha IS0-8601 (date)

Fecha de internacion

cuidado_intensivo

Texto (string)

Indicacion si estuvo en cuidado intensivo

fecha_cui_intensivo

Fecha IS0-8601 (date)

Fecha de ingreso a cuidado intensivo en el caso de
corresponder

fallecido

Texto (string)

Indicacion de fallecido

fecha_fallecimiento

Tiempo I1SO-8601 (time)

Fecha de fallecimiento en el caso de corresponder

asistencia_respiratoria_mecani
ca

Texto (string)

Indicacidn si requirid asistencia respiratoria mecanica

carga_provincia_id

Numero entero (integer)

Cédigo de Provincia de carga

origen_financiamiento

Texto (string)

Origen de financiamiento

clasificacion

Texto (string)

Clasificacion manual del registro

clasificacion_resumen

Texto (string)

Clasificacion del caso

residencia_provincia_id

Numero entero (integer)

Caodigo de Provincia de residencia

fecha_diagnostico

Tiempo 1S0-8601 (time)

Fecha de diagnostico

residencia_departamento_id

Numero entero (integer)

Cddigo de Departamento de residencia

ultima_actualizacion

Fecha IS0-8601 (date)

Ultima actualizacion

Tabla 1. Columnas del DataSet utilizado.

5. Preprocesamiento

Como en el DataSet obtenido, cada instancia es un nuevo caso, el primer paso es generar
una serie de tiempo con el recuento diario de casos confirmados registrados. Para contar
los casos confirmados se utiliza la variable clasificacion_resumen, la cual indica si se ha
confirmado el caso mediante una prueba por laboratorio. La fecha utilizada para la
variable de tiempo (fecha), es la variable fecha_diagnostico. Ademas, se calculan las
otras tres variables objetivos (target), para predecir la cantidad de casos en 7, 14 y 30
dias en el futuro.

Las columnas obtenidas son:

- fecha

- nuevos casos confirmados el dia de la fecha,
- nuevos casos confirmados dentro de 7 dias,
- nuevos casos confirmados dentro de 14 dias,
- nuevos casos confirmados dentro de 30 dias.



El coédigo en python para lograr esto puede encontrarse en una notebook! de
preprocesamiento en Google Colaboratory. La figura 3 muestra la forma que tiene el

DataFrame una vez generadas las series de tiempo.

date target cases target d7 cases target dl4 cases target d30 cases

0 2020-01-06 8 10 1 11
1 2020-01-07 3 1 1 10
2  2020-01-08 5 2 1 18
3 2020-01-12 2 1 1 29
4  2020-01-15 1 2 1 22
397 2021-03-17 7370 6447 15309 22491
398 2021-03-18 7116 10330 12998 14724
399 2021-03-19 7494 11769 10190 9899
400 2021-03-20 5350 8803 11656 18932
401 2021-03-21 2900 5254 8229 5884

A02 rows x 5 columns

Figura 3. DataFrame inicial luego de obtener la serie de tiempo y calcular las nuevas variables objetivo.

El siguiente grafico muestra la serie obtenida en la etapa de preprocesamiento para la
variable nuevos casos confirmados al dia de la fecha. Claramente pueden observarse

los tres picos en la serie, donde mayor cantidad de cantidad de casos se registro por dia.
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Figura 4. Grafico cantidad de nuevos casos de covid-19 en la Argentina.

4 https://colab.research.google.com/drive/1kxAt4hJtISYnMJ5xIlvSwSttpuijg5Txy?usp=sharing



5.1. Datos faltantes

Para algunos dias en las series generadas, la cantidad de nuevos casos confirmados es

cero. Para evitar que el ajuste se vea afectado por estos valores atipicos, se eliminan

todas las filas donde la cantidad de casos confirmados sea igual a cero.

6. Transformacion

En esta etapa se crean nuevas variables predictoras, para el conjunto de entrenamiento.

Se implementaron funciones basadas en instancias anteriores en la serie para cada

instancia de la variable objetivo nuevos casos.

Para obtener nuevas variables predictoras se utilizan los siguientes métodos:

Lag features: Para cada valor a predecir en la serie de datos, se utiliza como
feature la cantidad de casos registrados n dias atras de cada valor a predecir[2].
Media movil: Para cada valor a predecir se calcula el promedio de los n dias
anteriores [3].

Desviacion estandar movil: Para cada valor a predecir se calcula el desvio estandar
de los n dias anteriores

Features basadas en la fecha, tales como dia de la semana y dia del mes a
predecir.

Maxima cantidad de casos los ultimos n dias.

Minima cantidad de casos los ultimos n dias.

Para las variables Media Moévil, Desviacion Estandar Mévil, Maxima cantidad de casos y

Minima cantidad de casos, se utilizan los valores n=7, n=14 y n=30. En la figura 5 se

ilustran los valores de la ventana deslizante para las instancias de tiempo t8, t9, t10 y t11.

El tamafo de la ventana es n=7. Para cada instancia de tiempo, se calculan los diferentes

estadisticos mencionados sobre los valores dentro de la ventana. Para cada instancia de

tiempo, puede observarse el movimiento de la ventana en la serie. Para los restantes

valores de n se utiliza el mismo método pero cambiando el tamafio de ventana.



Target
m— Ventana Deslizante

0/1,3 2/9/1/14/15/1|2 |2 10|7
0/1[3/2/9[1/14/15/1 |2 |2 10|7
0/ 1(B8[2]/9[1[14/15[1] 2|2 10|7
0/1/3[2/9[1/14/15[1]2] 2 /10|7

t1 t2 t3 t4 t5 t6 t7 t8 t9 t10 t11 t12 t13

Figura 5. Ventana deslizante para n=7.

Para la variable Lag feature, se utiliza n=1, n=7, n=14 y n=30. Es decir, la cantidad de
casos confirmados 1, 7, 14 y 30 dias atras. La figura 6 muestra (en rojo) los valores
tomados para la variable predictora con n=7, para las instancias de tiempo 8, t9, t10 y
t11.

Target
— Lag Feature

0f{1(3/ 29114151 2|2 10|7
013|291 |14/15/1 2|2 10|7
0(13]2/9/1|1415|{1 22|10 7
0({1,3[2]9/1|1415|{1 2|2 |10 7

t1 t2 t3 t4 t5 t6 t7 t8 t9 t10 t11 t12 t13

Figura 6. Lag feature para n=7.
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6.1. Separar las muestras de entrenamiento y de prueba

Para separar las muestras de entrenamiento y de prueba, dejamos como datos de prueba
las ultimas 7 muestras. Por lo tanto, se ajustan los modelos con datos pasados y se los
evalua con datos futuros. Luego, se reordenan las muestras de entrenamiento con el

objetivo de eliminar la temporalidad en los datos al pasarlos a los modelos.

6.2. Normalizacion

Se utiliza la normalizacion z-score sobre todo el conjunto de entrenamiento. La

normalizacidon z-score se define como:

(x—p)
(0}

7 =

Donde:
- z: La muestra normalizada.
- X: La muestra a normalizar.
- u: Media.

- 0: Desvio estandar.

7. Data Mining

En esta etapa del trabajo se ajustan los modelos para cada variable objetivo, modificando
los parametros del algoritmo Random Forest Regressor, con el objetivo de obtener el

mayor rendimiento en la prediccion.

7.1. Seleccion de modelos

Para obtener los parametros que ofrecen mejores resultados en los modelos ajustados, se
usa una busqueda en cuadricula de parametros, proporcionada por la libreria sklearn a
través de la funcion GridSearchCV(). La cual a partir de un conjunto de parametros, con
sus respectivos valores posibles, busca sobre todas las posibles combinaciones de
parametros y devuelve el estimador ajustado, con los parametros que ofrecen la mayor

puntuacion (score) en el estimador, usando validacién cruzada.

Los parametros utilizados para realizar la busqueda son:

11



n_estimators: La cantidad de arboles en el modelo.

- criterion: La funcion para medir la calidad de una division. Los criterios admitidos
son "mse" para el error cuadratico medio, que es igual a la reduccion de la varianza
como criterio de seleccion de caracteristicas, y "mae" para el error absoluto medio.

- max_depth: La profundidad maxima de cada arbol.

- min_samples_leaf: El numero minimo de muestras necesarias para estar en un
nodo hoja.
- min_samples_split: El numero minimo de muestras necesarias para dividir un

nodo interno.

Los parametros elegidos son los que no terminaban en su valor por defecto en sucesivas
busquedas en cuadricula realizadas. La siguiente tabla muestra los valores elegidos para
realizar la busqueda en cuadricula:

Parametro Valores posibles
n_estimators 5 a 5000
criterion mse, mae
max_depth 5 a 5000
min_samples_leaf 5a20
min_samples_split 5a20

Tabla 2. Valores posibles para la busqueda en cuadricula.

7.2. Valores de Lag Feature

Para decidir el mejor valor de n para la variable Lag Feature (variable retrasada), se
experimentd con distintos valores de n. Los mejores resultados obtenidos fueron para
n=1, el cual se usard para mostrar los experimentos en la siguiente seccién. Los
resultados de estos experimentos se encuentran en notebooks en la siguiente carpeta
compartida en Google Drive:

https://drive.google.com/drive/folders/1mRptfTKd-otgOmBx9tNx40xor9IRcjgX?usp=sharing

12
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La tabla 2 compara la métrica R-Score de cada modelo ajustado, para los distintos valores

de n en Lag Feature. Estos resultados se obtuvieron para las muestras de pruebas. La

columna Modelo contiene los modelos para cada variable objetivo (target) a predecir.

Modelo Lag Feature 1 Lag Feature 7 Lag Feature 14 Lag Feature 30
target 1 0.53 0.37 0.25 0.29

target 7 0.31 0.48 0.24 0.30

target 14 0.90 0.70 0.88 0.88

target 30 -1.62 -1.57 -1.38 -1.19

Tabla 3. Comparacién R-Score de cada modelo para cada valor de n en Lag Feature.

Para n = 1 se obtienen los mejores resultados, a excepcion del target 7. El modelo para
predecir la cantidad de casos 30 dias después (target 30), no presenta un buen R-Score

para ningun valor de n en Lag Feature.

8. Evaluacion

Los mejores parametros obtenidos en la busqueda en cuadricula para cada modelo

ajustado se presentan en la siguiente tabla:

Modelo n_estimators criterion max_depth min_samples_ | min_samples_
leaf split

1 dia después | 5000 mse 5 5 5

7 dias después | 5000 mse 5000 5 5

14 dias 5000 mse 5000 5 5

después

30 dias 5000 mse 5000 5 5

después

Tabla 4. Comparacién de los mejores parametros elegidos en la busqueda en cuadricula.

En todos los casos puede observarse que se elige la mayor cantidad de estimadores, la
mayor profundidad, la menor cantidad de muestras necesarias para estar en un nodo hoja
y la menor cantidad de muestras necesarias para dividir un nodo interno. Los mejores

parametros encontrados para cada modelo es el mismo en todos los casos.

13



La siguiente tabla presenta las métricas obtenidas, sobre el conjunto de prueba, para los

modelos creados para cada variable objetivo a predecir (1, 7, 14 y 30 dias después).

Modelo MSE MAE RMSE Error Maximo | R-Score
1 dia después 2046836.99 1384.26 1430.67 1997.75 0.37

7 dia después 1130237.81 1013.44 1063.12 1592.08 0.30

14 dias 761712.80 760.12 872.76 1486.53 0.89
después

30 dias 7465678.84 2689.00 2732.33 3469.59 -1.64
después

Tabla 5. Comparacion de métricas de evaluacién para cada modelo ajustado.

Puede observarse que el modelo para 14 dias después, es el que mejor prediccion ofrece

para los datos del conjunto de prueba. Claramente se observa que sus métricas de error

son menores que los otros modelos y su R-Score es el mayor. El modelo para 30 dias

después, es el que menor rendimiento ofrece.

Los graficos de las figuras 5, 6, 7 y 8 muestran el rendimiento de la prediccién, para los 4

modelos creados, sobre el conjunto de entrenamiento. Se observa que todos los modelos

se ajustan bien a sus datos de entrenamiento.
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entrenamiento.
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Figura 8. Prediccion de nuevos casos de
Covid-19 30 dias después sobre el conjunto de

entrenamiento.

Los graficos de las figuras 9, 10, 11 y 12 muestran el rendimiento de la prediccién, para
los 4 modelos creados, sobre el conjunto de prueba. El modelo para predecir la cantidad

de casos 14 dias después es el mejor ajustado.
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Figura 9. Prediccidon de nuevos casos de
Covid-19 1 dia después sobre el conjunto de
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Fecha

Figura 10. Prediccion de nuevos casos de
Covid-19 7 dias después sobre el conjunto de

prueba.
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pruebas. prueba.

Los graficos de las figuras 13, 14 y 15 representan el error que obtienen los modelos al
predecir sobre el conjunto de prueba. Los graficos corresponden a los modelos para
predecir los nuevos casos entre 1, 7 y 14 dias después. El modelo para predecir 30 dias

después no se presenta porque ofrece un muy bajo rendimiento.
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Figura 13. Grafico barra de error para el modelo de prediccion de 1 dia después.
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Modelo para 7 dias
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Figura 14. Grafico barra de error para el modelo de prediccion de 7 dias después.

Modelo para 14 dias
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Figura 14. Grafico barra de error para el modelo de prediccion de 14 dias después.

8.1. Importancia de cada variable predictora

Los graficos de barras de las figuras 16, 17 y 18 presentan la importancia de cada
variable predictora para los modelos prediccion de 1, 7 y 14 dias después

respectivamente. La importancia de una caracteristica se calcula como la reduccion total
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(normalizada) del criterio aportado por esa caracteristica. También se le conoce como la
importancia de Gini [7]. Este procedimiento esta implementado como una caracteristica,

luego de ajustar el modelo Random Forest Regressor de la libreria sklearn.
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Figura 16. Comparacién de importancia de variables predictoras para el modelo de 1 dia después.
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Figura 17. Comparacion de importancia de variables predictoras para el modelo de 7 dias después.
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Figura 17. Comparacién de importancia de variables predictoras para el modelo de 14 dias después.
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Puede observarse que la importancia de las variables predictoras varian en cada modelo.
La unica variable que se encuentra entre las primeras 4 posiciones en los modelos
presentados es el dia de la semana (dayofweek_num). La media mévil de los siete dias

previos (mm_cases_7), también tiene una alta importancia para todos los modelos.

9. Conclusiones

En este trabajo se construye un conjunto de datos para el ajuste y prueba del modelo de
prediccion Random Forest para regresion, a partir de los datos ofrecidos por el Ministerio
de Salud de la Republica Argentina. Se transforman los datos a un Dataset para
aprendizaje supervisado, se crean nuevas variables predictoras y nuevas variables
objetivos, para estudiar el comportamiento de los modelos bajo distintas configuraciones.
Ademas, se buscan los mejores parametros para Random Forest Regressor a través de
una busqueda en cuadricula. Por ultimo, se compara la importancia de cada variable

predictora para cada modelo ajustado.

A partir de los resultados de los experimentos de la seccion anterior, puede concluirse que
el mejor modelo ajustado corresponde al que predice cuantos nuevos casos habra dentro
de 14 dias. El modelo peor ajustado es el que predice los nuevos casos dentro de 30
dias. Ademas, los mejores parametros elegidos para cada modelo en la busqueda en
cuadricula son los mismos. Por ultimo, las variables predictoras mas importantes para los

modelos ajustados varian segun cual sea la variable objetivo a predecir.

10. Trabajos Futuros
Al finalizar los experimentos de este trabajo surgen nuevas preguntas y nuevos
experimentos que pueden realizarse. A continuacion, se detalla una lista de posibles
trabajos que pueden realizarse en investigaciones futuras:

- Experimentar con otros posibles valores de parametros en la busqueda en

cuadricula.
- Experimentar con distintos tamanos de las muestras de entrenamiento y prueba.
- Filtrar los casos por ciudad o provincia y estudiar el comportamiento de los

modelos para un lugar determinado de la Argentina.
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Agregar al Dataset las series cantidad de recuperados y cantidad de muertos por
dias y estudiar como afectan estas series al ajustar los modelos.

Transformar la variable objetivo a escala logaritmica y observar si es posible
mejorar la eficiencia en la prediccion.

Ajustar los modelos utilizando solo las variables predictoras que tienen mayor
importancia en cada caso.

Estudiar el comportamiento de los modelos con nuevas variables predictoras, no

abordadas en este trabajo.
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